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Notations et symbols

Les différentes abréviations et notations utilisées tout au long de ce mémoire sont

expliquées ci-dessous :

Notation : Signification

E (x) : espérance de la v.a X

V ar (x) : variance de la v.a X

cov : covariance.

f : Fonction de densité.

θ̂ : estimateur de θ.

I (θ) : L’information.

Fn (.) : Fonction de répartition empirique.

EMV : Estimateur du maximum de vraisemblanse.

FDCR : Frechet-Darmois-Cramer-Rao.

MRLM : Model régression linéaire multiple.

GEV : distribution des valeurs extrèmes généralisés.∑
: somme

BTn : biais d’un estimateur Tn.

Pθ : loi de probabilité de X si le pramétre θ .
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N (µ, σ2) : loi normale

B (p) : loi de Bernoulli

exp (λ) : loi exponentielle

(X1, ..., Xn) : échantillon de taille n .

(x1, ..., xn) : l’échantillon X

Tn : estimateur.

G (p) : loi géométrique.

U (0, θ) : loi uniforme.

E (λ) : loi de poisson.

X : Moyenne empirique.

iid : indépendantes identiquement distribuées.

eff : effi cacité.

ΦX (.) : fonction caractéristique.

p.s−→ : convergence presque sure

loi−→ : Convergence en loi.

va : variable aléatoire.

Ψ : diagama.

Γ : gama.

c− à− d : C’est-à-dire.

∼ : suit la loi.

→ : converge vers.
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Introduction

En 1912, au moment où Ronald Aylmer Fisher rédige son premier article

consacré au maximum de vraisemblance, les deux méthodes statistiques les plus

utilisées sont la méthode des moindres carrés et la méthode des moments .Dans

son article de 1912, il propose l’estimateur du maximum de vraisemblance qu’il

appelle à l’époque le critère absolu. Il prend l’exemple d’une loi normale.

En 1921, il applique la même méthode à l’estimation d’un coeffi cient de corréla-

tion.

En 1912, un malentendu a laissé croire que le critère absolu pouvait être interprété

comme un estimateur bayésien avec une loi a priori uniforme. Fisher réfute cette

interprétation en1921.

En 1922, il utilise la loi binomiale pour illustrer son critère et montre en quoi il

est différent d’un estimateur bayésien. C’est aussi en 1922, qu’il donne le nom de

maximum de vraisemblance à sa méthode.

La méthode du maximum de vraisemblance est une méthode d’estimation para-

métrique qui doit sa popularité à

F la simplicité de son approche,

F sa faculté d’adaptation à une modélisation complexe, i.e. une loi L(θ) où θ

symbolise une multitude de paramètres inconnus : θ = (θ1, θ2, ...θn)t,
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Introduction

F l’aspect numérique accessible grâce à l’application de méthodes d’optimisation

connues.

Elle permet de

• construire des estimateurs performants,

• construire des intervalles de confiances précis,

• mettre en œuvre des tests statistiques "puissants".

Dans la plupart des cas d’intérêt pratique, la loi Pθ, et donc aussi la vraissem-

blance, ont une expression dérivable par rapport à θ. Pour calculer le maximum

de la vraisemblance, il faut déterminer les valeurs pour les quelles la dérivée de la

vraisemblance s’annule.

Or par définition, la vraissemblance est un produit de probabilités ou de densités,

qui peut être assez compliqué à dériver.

Il est préférable de dériver une somme, et c’est pourquoi on commence par rem-

placer la vraisemblance par son logarithme.

La fonction logarithme étant croissante, il est équivalent de maximiser log(L(x1, x2, . . . , xn; θ))

ou L(x1, x2, . . . , xn; θ).

Une fois déterminée une valeur de θ pour la quelle la dérivée s’annule, il faut

s’assurer à l’aide de la dérivée seconde que ce point est bien un maximum.

Alors, Donc ce travail est déroule en deux partie :

• Chapitre 1 : appelé " Estimation paramétrique", dans la première partie de ce

chapitre nous commençons par un rappel sur le modèle paramétrique, les proprié-

tés des estimateurs, l’effi cacité et optimal d’un estimateur, et nous introduisons

aussi des définitions sur l’exhaustivité d’un estimateur avec le théorème de Dar-

mois et la famille expontielle et amélioration. A la fin nous avons présenté quelques

estimateurs classiques.
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Introduction

• Chapitre 2 : appelé " Estimation par maximum de vraisemblance", dans la

première partie nous allons en posé cette méthode dans les deux cas, le cas discret

et le cas densité.

Une première approche porte sur l’estimation de paramètre et plusieurs paramètre

par cette méthode, en plus nous donnons quelques exemples par la maximum de

vraisemblance. Dans la seconde approche nous présentons la quantité d’informa-

tion de Fisher apportée par un échantillon et modèle régulier et étudions l’inégalité

de Frechet-Darmois-Cramer-Rao (FDCR) et dans la troisième approche nous in-

téresse aux propriétés de estimation par maximum de vraisemblance on définie la

convergence et la asymptotiques normale de l’EMV en plus invariance du M.V.et

la quatrièmement approche, nous montrons commet estimer les paramètres d’un

modèle de régression linéaire simple. Enfin, dans la dernière section de ce cha-

pitre ou s’intéresse aux estimations des paramètres de loi généralisée des valeurs

extrêmes (GEV) par la méthode de maximum vraisemblance pour les deux cas.

Enfin, une comparaison, sera faire entre les deux méthodes ML et la méthode des

moments pour quelques lois de probabilités.
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Chapitre 1

Estimation paramétrique

L’estimation paramétrique qui considère que les modèles sont connues avec des

paramètres inconnus notés.

L’ensemble des valeurs possibles pour, appelé espace paramétrique, sera noté Θ,

lequel est inclus dans Rˆ{d} où d est la dimension du paramètre θ.

La loi de la variable étudiée est supposée appartenir à une famille de lois pouvant

être caractérisée par une forme fonctionnelle connu.

1.1 Modèle paramétrique

Soit X = (x1, ..., xn) un échantillon des données où les variable aléatoires Xi

sont indépendante et identiquement distribuées.

Définition 1.1.1 On définit loi commune est dans une famille de probabilités

P = {Pθ, θ ∈ Θ} où θ ⊂ Rd.

avec : Pθ :est la loi de probabilité de X si le paramètre vaut θ .
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Chapitre 1. Estimation paramétrique

-Le modèle Gaussien :

P =
{
N(µ, σ2), µ ∈ R, σ2 > 0

}
.

-Le modèle Bernoulli :

P = {B(p), p ∈ [0, 1]}.

-Le modèle expontiel :

P =
{

exp (λ) , λ ∈ R∗+
}
, avec θ = λet Θ = R∗+.

1.2 Estimateur

Définition 1.2.1 Un estimateur de θ est une application Tn de E dans F qui à

un échantillon (X1, ..., Xn) de la loi Pθ associe une variable aléatoire réelle,

Tn : E −→ F

X1, X2, ...Xn 7−→ Tn (X1, X2, ...Xn) .

On a θ = E(X), c’est-à-dire la moyenne théorique de la loi , et on retient donc très

logiquement comme estimateur du paramètre θ la moyenne empirique ou moyenne

de l’échantillon :

Tn (X1, X2, ..., Xn) = Xn =
1

n

n∑
i=1

Xi.

Exemple 1.2.1 Si X suit une loi de Bernolli B(1, θ), Tn sera un estimateur strict

si 0 ≤ Tn (x1, x2, ..., xn) ≤ 1 pour tout échantillon observé (x1, x2, ..., xn)

5



Chapitre 1. Estimation paramétrique

1.3 Propriétés des estimateurs

Les propretés peuvent bien sûr s’étendre au cas d’un paramètre multidimension-

nel, alors nous allons étude des propriétés ci-après où supposerons pour simplifier

que θ est un paramètre réel, c’est-à-dire que θ ⊂ R.

1.3.1 Estimateur avec biais

Définition 1.3.1 On dit biais d’un estimateur Tn au variable aléatoire :

∀θ ∈ Θ BTn (θ) = E (Tn)− θ.

1.3.2 Estimateur sans biais

Définition 1.3.2 On dit que Tn est un estimateur sans biais de θ si l’espérance

mathématique de l’estimateur est égale à la vraie valeur du paramètre θ :

∀θ ∈ Θ E (Tn) = θ.

alors :

BTn (θ) = 0.

6



Chapitre 1. Estimation paramétrique

1.3.3 Estimateur asymptotiquement sans biais

Définition 1.3.3 On dit qu’un estimateur Tn de θ est asymptotiquement sans

biais ssi :

lim
n−→∞

Eθ (Tn) = θ

avec lim
n−→∞

BTn (θ) = 0 ∀θ ∈ Θ.

1.3.4 Convergence estimateur

Définition 1.3.4 Un estimateur Tn est convergent si pour tout ε � 0 la suite de

variables aléatoire (Tn) converge en probabilité vers la valeur du paramètre :

∀ε > 0 lim
n−→∞

P (|Tn − θ| ≤ ε) = 1

⇔ lim
n−→∞

P (|Tn − θ| < ε) = 0 .

Définition 1.3.5 Une suite de variables aléatoires {Tn}n≥1 converge en loi vers

la loi de probabilité de fonction de répartition F si et seulement si

lim
n−→∞

FTn (x) = F (x) .

en tout point x où F est continue.

Définition 1.3.6 Une suite de variables aléatoires {Tn}n≥1 de converge en moyenne

quadratique vers la variable aléatoire X si et seulement si

lim
n−→∞

E (|Xn −X|)2 = 0.

7



Chapitre 1. Estimation paramétrique

1.4 Estimateur effi cace

Définition 1.4.1 On appelle effi cacité d’un estimateur Tn la quantité :

Eff (Tn) =

[
∂
∂θ
E [Tn]

]2
In (θ)V arθ (Tn)

.

On a 0 ≤ Eff (Tn) ≤ 1

-Tn est dit un estimateur effi cace si et seulement si Eff (Tn) = 1.

-Tn est dit asymptotiquement effi cace si et seulement si limn−→∞ Eff (Tn) = 1.

— Si Tn est un estimateur sans biais de θ,

Eff (Tn) =
1

In (θ)V arθ (Tn)
.

1.5 Estimateur optimal

1.5.1 Ecart quadratique moyenne

Définition 1.5.1 On appelle l’écart quadratique de Tn par rapport à θ , définie

par :

Eqmθ (Tn) = Eθ
[
(Tn − θ)2] .

Théorème 1.5.1 Soit Tn un estimateur du paramètre θ à étudier. On a :

Eθ
[
(Tn − θ)2] = [Bθ (Tn)]2 + Vθ (Tn) .

8



Chapitre 1. Estimation paramétrique

En effet

Eθ
[
(Tn − θ)2] = Eθ

[
{Tn − Eθ (Tn) + Eθ (Tn)− θ}2]

= Eθ
[
{Tn − Eθ (Tn)}2]+ [Eθ (Tn)− θ]2 + 2Eθ [Tn − Eθ (Tn)] [Eθ (Tn)− θ]

= [Bθ (Tn)]2 + Vθ (Tn) .

car le terme Eθ [Tn − Eθ (Tn)] est nul.

1. Ainsi pour rebdre l’écart quadratique moyen Eθ
[
(Tn − θ)2] le plus petit

possible.

2. Il faut que :

— E (Tn) = 0 , donc choisir un estimateur sans biais.

— La variance Vθ (Tn) soit faible.

1.5.2 Estimateur à variance minimal

Définition 1.5.2 Un estimateur de θ est dit de variance minimale si, parmi tous

les estimateurs possibles de θ il a la plus petite variance :

Considérant qu’on se place dorénavant dans la classe des estimateurs sans biais,

on pourra comparer deux estimateurs Tn et S∗2 de même classe par leur variance,

qui mesure alors leur dispersion par rapport au paramètre, qui est leur espérance

commune. Nous dirons que l’estimateur Tn est plus effi cace que S∗2 si pour tout

θ et pour une taille d’échantillon n � N :

Vθ (Tn) ≤ Vθ
(
S∗2
)
∀θ ∈ Θ.

avec :

9



Chapitre 1. Estimation paramétrique

Tn = 1
n

∑n
i=1 (Xi −m)2 et S∗2 = 1

n−1

∑n
i=1

(
Xi − X̄

)2

Preuve. Montrons que m est connu l’estimateur Tn = 1
n

∑n
i=1 (Xi −m)2 est

meilleur que S∗2 :

En effet :

Vθ (Tn) =
1

n2
Vθ(

n∑
i=1

(Xi −m)2)

=
1

n
Vθ[(X −m)2]

=
1

n

[
E (X −m)4 −

[
E (X −m)2]2]

=
1

n

[
µ4 − σ4

]
.

et :

Vθ
(
S∗2
)

=

(
n

n− 1

)2

Vθ
(
S2
)

=

(
n

n− 1

)2
n− 1

n3

[
(n− 1)µ4 − (n− 3)σ4

]
=

1

n

[
µ4 −

n− 3

n− 1
σ4

]
.

donc Vθ (Tn) ≤ Vθ (S∗2) .

Théorème 1.5.2 Si nous considérons tous les estimateurs possibles dont les dis-

tributions d’échantillonnage ont la même moyenne, l’estimateur le meilleur est

celui dont la variance est minimum, à effectif égal de l’échantillon.
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Chapitre 1. Estimation paramétrique

1.6 Exhaustivité d’un estimateur

S’agissant d’estimer θ, certaines statistiques peuvent être exclues du fait qu’elles

n’utilisent pas de façon exhaustive toute l’information contenue dans l’échantillon

X1, X2, ..., Xn . A l’inverse on peut s’attendre à ce qu’un «bon» estimateur soit

une statistique qui ne retienne que ce qui est utile de l’échantillon.

Les notions d’exhaustivité et d’exhaustivité minimale viennent préciser cela.

Dans cette section Θ pourra être de dimension quelconque tout comme les statis-

tiques considérées.

Définition 1.6.1 On dit que la statistique Tn est exhaustive pour θ si la loi condi-

tionnelle de X = ( X1, X2, ..., Xn) sachant Tn(X) = t n’est pas une fonction du

paramètre θ :

Soit Eθ l’ensemble de définition :

Eθ = [f (x; θ) ∀x ∈ R et ∀θ ⊂ R] .

que l’on notera Eθ s’il ne dépend pas de θ.

Les variables aléatoires (Xi) étant indépendantes, la densité de l’échantillon X :

L (xi, θ) =
n∏
i=1

f (xi; θ) ∀θ ⊂ R et ∀ xi ∈ Rn .

où xi = (x1, x2, ..., xn) est une réalisation de l’échantillon Xi.

Définition 1.6.2 On dit que la statistique Tn est exhaustive si et seulement si la

fonction de densité jointe peut être mise sous la forme :

L (xi, θ) = g (Tn, θ)h (x1, x2, ..., xn) .

11



Chapitre 1. Estimation paramétrique

où g (Tn, θ) dépend uniquement de Tn (X1, X2, ..., Xn) et θ ;

h (x1, x2, ..., xn) est une fonction des observations et ne dépend pas de θ.

Théorème 1.6.1 Toute statistique exhaustive et complète est minimale.

1.6.1 Théorème de Darmois

Définition 1.6.3 on suppose que l’ensemble de définition Eθ ne dépend pas de θ.

Le théorème de Darmois donne les conditions d’existence d’une statistique ex-

haustive.

S’il existe un entier n > 1 tel que l’échantillon X admette une statistique exhaus-

tive pour le paramètre θ, la fonction f (x; θ) est de la forme :

f (x; θ) = exp [a (x)α (θ) + b (x) + β (θ)] ∀θ ⊂ R et ∀ x ∈ E .

avec a, b, α, β des fonctions.

• Si f est de la forme exponentielle précédente et si l’application :

xj −→ t =
n∑
i=1

a (xi) .

est bijective et continûment différentiable pour tout xj, alors la statistique T :

T =

n∑
i=1

a (Xi) .

est une statistique exhaustive particulière pour le paramètre θ.

12



Chapitre 1. Estimation paramétrique

1.6.2 Famille exponentielle

Définition 1.6.4 La famille des lois exponentielles joue un rôle très important

en statistique car elle possède un certain nombre de propriétés intéressantes.

Il s’agit des lois dont la densité peut s’écrire sous la forme :

f (x; θ) = a (θ) + b (x) exp

[
k∑
j=1

aj (θ)Tj

]
.

1.7 Amélioration d’un estimateur

L’existence d’une statistique exhaustive pour le paramètre permet d’améliorer, en

utilisant le critère de la variance, un estimateur sans biais.

1.7.1 Théorème de Rao-Blackwell

Soient T un estimateur sans biais du paramètre θ et U une statistique exhaustive

pour ce paramètre.

Alors T ∗ = Eθ (T/U) est un estimateur sans biais de θ au moins aussi bon que T .

Donc il est prouvé par :

— T ∗est un estimateur de θ. Cette proposition est non triviale car il faut montrer

que T ∗dépend seulement des Xi et non de θ.

Puisque U est exhaustive, la densité conditionnelle de l’échantillon sachant U ne

dépend pas de θ .

— T ∗ est sans biais. D’après le théorème de l’espérance totale :

E (T ∗) = E [E (T/U)] = E (T ) = θ.

13
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— T ∗est au moins aussi bon que T . D’après le théorème de la variance totale :

V (T ) = V (E(T/U)) + E(V (T/U)

V (T ) = V (T ∗) + E(V (T/U).

— Comme E (V (T/U))est positif ou nul on a V (T ) ≥ V (T ∗).

— De plus si E(V (T/U)) = 0 c’est que presque sûrement T = f(U), il y a relation

fonctionnelle entre T et U .

Ce théorème fournit une méthode pour améliorer un estimateur sans biais donné.

1.7.2 Théorème de Lehmann-Scheffe

Soit T ∗un estimateur sans biais du paramètre θ dépendant d’une statistique

exhaustive complète U .T ∗ est l’unique estimateur sans biais de variance mini-

male. En particulier, si on connaît un estimateur T sans biais, T ∗ est donné par

T ∗ = Eθ (T/U).

1.8 Quelques estimateurs classiques

1. X̄ = 1
n

∑n
i=1 Xi, E

(
X̄
)

= m =⇒ X̄ :est un estimateur sans biais de m.

2. S2 = 1
n

∑n
i=1

(
Xi − X̄

)2
, E (S2) = n−1

n
σ2 =⇒ S2 estimateur biais de σ2.

3. S∗2 = 1
n−1

∑n
i=1

(
Xi − X̄

)2
= n

n−1
S2, E (S∗2) = n

n−1
E(S2) = σ2 =⇒ S∗2 est

un estimateur sans biais et consistant deσ2.Son estimation est S∗2 = n
n−1

σ2
e

et où σ2
e est l’écart-type observé dans une réalisation de l’échantillon.

4. Si p est la fréquence d’un caractère, F = Sn
n
, E(F ) = p =⇒ F constitue un

estimateur sans biais et consistant de p. Son estimation est notée f .
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Chapitre 2

Estimation par maximum des

vraisemblence

2.1 Introduction

Pour obtenir un ensemble complet d’estimateurs, nous suivons une méthode in-

tuitive représentée à la manière des moments comme on l’appelle M-estimateurs,

en minimisant une fonction dépendant des données et des paramètres du modèle.

En 1912, le statisticien "Ronald Aylner Fisher" a proposé une méthode simple à

mettre en œuvre et effi caces asymptotiquement, il est appelé par "L’estimateur

du maximum de vraisemblance".

Cette méthode consiste à rechercher l’estimation du paramètre inconnu qui rend

le plus probable ou le plus vraisemblance l’échantillon observé.

15
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2.2 Approche générale

2.2.1 Méthode du maximum de vraisemblance

La méthode du maximum de vraisemblance est une méthode d’estimation para-

métrique qui doit sa popularité à

a la simplicité de son approche,

b sa faculté d’adaptation à une modélisation complexe, i.e. une loi L(θ) où θ

symbolise une multitude de paramètres inconnus : θ = (θ1, θ2, ...θn)t,

c l’aspect numérique accessible grâce à l’application de méthodes d’optimisation

connues.

Elle permet de :

— construire des estimateurs performants,

— construire des intervalles de confiances précis,

— mettre en œuvre des tests statistiques "puissants".

2.2.2 Cas de variable de discrète

Dans un premier temps, on suppose que X est une var discrète suivant la loi

L(θ) avec θ un paramètre inconnu. On rappelle que l’on veut estimer θ à partir des

données x1, ..., xn, le vecteur des données (x1, ..., xn) étant une réalisation d’un n-

échantillon (X1, ..., Xn) de X. La méthode du maximum de vraisemblance repose

sur l’idée suivante :[4]

◦ "le fait d’avoir observé les valeurs x1, ..., xn n’est pas surprenant",

soit encore :

◦ "l’hypothèse d’observer les valeurs x1, ..., xn plutôt que d’autres était la plus

16
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vraisemblable".

Dès lors, on considère θ comme une variable réelle et on s’intéresse aux valeurs de

θ qui

◦ "rendent l’observation des valeurs x1, ..., xn la plus vraisemblable possible",

soit encore :

◦ "maximisent les chances de réalisation de l’événement {(X1, ..., Xn) = (x1, ..., xn)}",

soit encore :

◦ "maximisent la probabilité Pθ ((X1, ..., Xn) = (x1, ..., xn)) ".

Une telle valeur est donc solution d’un problème d’optimisation visant à maximiser

une fonction de θ caractérisant la vraisemblance d’avoir obtenu x1, ..., xn.

Ainsi, θ∗ est un estimateur ponctuel du paramètre inconnu θ appelé estimateur

du maximum de vraisemblance (emv).

Aussi, précisons que l’on peut définir la vraisemblance des données x1, ..., xn par

la fonction de θ :

Ln (θ) = Pθ ((X1, ..., Xn) = (x1, ..., xn)) .

Comme (X1, ..., Xn) est un n-échantillon, par l’indépendance et la distribution

identique des var X1, ..., Xn, on peut aussi écrire :

Ln (θ) = Pθ
(

n⋂
i=1

{Xi = xi}
)

=
n∏
i=1

Pθ (Xi = xi) =
n∏
i=1

Pθ (X = xi) .

2.2.3 Cas de variable contenue à densité

Si X est une var à densité suivant la loi L (θ) de densité fθ, le raisonnement

développé précédemment tient toujours.

17
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Toute fois, la vraisemblance des données ne peut plus être mesurée par la fonction

Ln (θ) = Pθ ((X1, ..., Xn) = (x1, ..., xn)) car elle est désormais nulle.

Au lieu de {(X1, ..., Xn) = (x1, ..., xn)}, une idée est d’introduire un événement

non négligeable proche :

(X1, ..., Xn) ∈ [x1, x1 + ε1[× ...× [xn, xn + εn[ avec ε1, ..., εn assez petits.[4]

Cela nous amène à mesurer la vraisemblance des données par la fonction de θ :

L(ε1,...,εn)
n (θ) = Pθ((X1, ..., Xn) ∈ [x1, x1 + ε1[× ...× [xn, xn + εn[).

En notant fθ(t1, ..., tn) une densité de(X1, ..., Xn), on a

L(ε1,...,εn)
n (θ) =

x1+ε1∫
x1

...
xn+εn∫
xn

fθ(t1, ..., tn)dt1...dtn,

Cependant, déterminer un θ qui maximise L(ε1,...,εn)
n (θ) n’est pas chose aisée :

◦ l’expression analytique d’une fonction intégrale comme L(ε1,...,εn)
n (θ) n’existe pas

toujours,

◦ il dépend de ε1, ..., εn dont la petitesse reste subjective.

Une solution est de considérer une version idéalisée de L(ε1,...,εn)
n (θ) qui est

Ln (θ) = fθ(x1, ..., xn).

Cette expression est une conséquence du résultat suivant : en notant Fθ la fonction

de répartition de

(X1, ..., Xn), il vient

lim
(ε1,...,εn)−→(0,..,0)

L(ε1,...,εn) (θ)

ε1 × ...× εn
=

∂n

∂ε1...∂εn
Fθ(x1, ..., xn) = fθ(x1, ..., xn).
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En notant θ∗ un maximum de Ln(θ), θ∗ est un estimateur du maximum de vrai-

semblance (emv) de θ correspondant aux données.

Comme (X1, ..., Xn) est un n-échantillon, par l’indépendance et la distribution

identique des var X1, ..., Xn , on peut aussi écrire :

Ln(θ) = fθ(x1, ..., xn) =
n∏
i=1

fθ (xi) .

2.3 Fonction de vraisemblnce

On appelle fonction de vraisemblance pour (x1, ..., xn) la fonction de θ :

Cas continu :

Si X est une variable aléatoire continue une densité f (xi; θ),alors :

L(x1, ..., xn; θ) =
n∏
i=1

f (xi; θ) .

Exemple 2.3.1 Soit l’échantillon (X1, ..., Xn) de la loi probabilité normale ;Xi v

N (µ, σ2) et la densité :

f
(
xi;µ, σ

2
)

=
1√

2πσ2
exp

(
− (xi − µ)2

2σ2

)
.

La fonction de vraisemblance s’écrit alors :

L(x1, ..., xn;µ, σ2) =
n∏
i=1

1√
2πσ2

exp

(
− (xi − µ)2

2σ2

)

=
1(√

2πσ2
)n exp

(
−
∑n

i=1

(xi − µ)2

2σ2

)
.
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Cas discrète :

Si X est une variable aléatoire discrète,alors :

L(x1, ..., xn; θ) =
n∏
i=1

P (X = xi; θ) .

Exemple 2.3.2 Soit l’échantillon (X1, ..., Xn) de la loi probabilité de Poisson de

la densité :

P (X = xi;λ) = e−λ
λxi

xi!
.

La fonction de vraisemblance s’écrit alors :

L(x1, ..., xn;λ) =
n∏
i=1

e−λ
λxi

xi!

= e−nλ
λ
∑n

i=1(xi)

n∏
i=1

(xi!)
.

2.3.1 Fonction de vraisemblance : contexte théorique

Dans un contexte théorique, il est possible que seule la modélisation inhérente

à X soit décrite,sans mention des données x1, ..., xn.. Dès lors, on appelle fonc-

tion de vraisemblance la fonction de vraisemblance d’une réalisation quelconque

(x1, ..., xn) de (X1, ..., Xn).
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2.4 Fonction de log-vraisemblance

On appelle fonction de log-vraisemblance de θ pour une réalisation donnée (x1, ..., xn)

de l’échantillon, la fonction de θ :

ln : Θ× Rn −→ R+.

(x1, ..., xn; θ) −→ ln (Ln(x1, ..., xn; θ)) .

Avec :

Ln(x1, ..., xn; θ) =
n∏
i=1

f (xi; θ) .

ln(x1, ..., xn; θ) =
n∑
i=1

ln f (xi; θ) .

La fonction l se nomme la fonction log-vraisemblance de l’échantillon (x1, ..., xn) ;

elle est consédérée comme de fonction de θ avec θ ∈ Θ .

la fonction de log-vraisemblance n’a de sens que si θ vérifie Ln(x1, ..., xn, θ) > 0.

la fonction de log-vraisemblance étant croissante, l’emv θ∗ de θ pour (x1, ..., xn)

vérifie :

θ∗ ∈ arg min
θ∈Θ

ln(x1, ..., xn; θ) = arg min
θ∈Θ

Ln(x1, ..., xn; θ).

2.5 Estimateurs du maximum de vraisemblance

2.5.1 Cas estimation ponctuelle d’un paramètre

Dans les cas usuels, la fonction θ −→ ln(x1, ..., xn; θ) est de classe C2 et l’estima-

teur du maximum de vraisemblance existe sous deux conditions dites condition
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nécessaire (CN) et condition suffi sante(CS).

La condition nécessaire(CN) :

La condition nécessaire du programme de minimisation est l’existence d’un point

critique, noté θ∗, pour la fonction l(x1, ..., xn; θ) c’est-à-dire qu’il existe θ∗ ∈

int (Θ) (int (Θ) est le plus grand ouvert inclus dans Θ) tel que :

CN :
∂ln
∂θ

(x1, ..., xn; θ)

∣∣∣∣
θ=θ∗

= 0.

Ou de façon équivalente :

CN :
∂ ln ln
∂θ

(x1, ..., xn; θ)

∣∣∣∣
θ=θ∗

= 0.

La condition suffi sante (CS) :

La condition suffi sante permet de vérifier que le point critique θ∗ est un maximum

ce qui est vrai si :

CS :
∂2ln
∂2θ

(x1, ..., xn; θ)

∣∣∣∣
θ=θ∗

< 0.

Ou de façon équivalente :

CS :
∂2 ln ln
∂2θ

(x1, ..., xn; θ)

∣∣∣∣
θ=θ∗

< 0.

2.5.2 Cas estimation simultanée de plusieurs paramètres

Nous supposons que la loi de X ne dépend plus d’un seul paramètre θR mais de

plusieurs θ1, ..., θd. Nous devons donc estimer le vecteur θ = (θ1, ..., θd) ∈ Rd.

La méthode du maximum de vraisemblance conduit en général à la résolution du
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système des condition :

La condition nécessaire(CN) :

La condition nécéssaire (CN) porte maintenant sur les dérivées partielles par

rapport aux différents paramètres :

CN :
∂ln
∂θi

(x1, ..., xn; θ)

∣∣∣∣
θ=θ∗

= 0, i = 1, ..., d.

Ou de façon équivalente :

CN :



∂ ln ln
∂θ1

(x1, ..., xn; θ) = 0

∂ ln ln
∂θ2

(x1, ..., xn; θ) = 0

.

.

.

∂ln
∂θi

(x1, ..., xn; θ) = 0.

La condition suffi sante (CS) :

La condition suffi sante (CS) porte sur la matrice hessienne des dérivées seconde :

CS :

[
∂2 ln ln
∂θi∂θj

(x1, ..., xn; θ)

∣∣∣∣
θ=θ∗

]
i,j=1,...,d

,matrice définie vigative.
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2.6 Exemples de estimateurs du maximum de

vraisemblance

2.6.1 Loi uniforme

Supposons que X1, ..., Xn i.i.d. ∼ U(0;θ) ; de densité

f(x; θ) =
1

θ
1[0;θ] (x) .

La vraisemblance est la fontion qui à n valeurs x1, ..., xn et à une valeur positive

θ associe :

L(x1, ..., xn; θ) =
n∏
i=1

1

θ
1[0;θ] (xi)

=
1

θn
1[0;θ] (x1, ..., xn)

=
1

θn
1[max{xi},+∞[ (θ) .

Vue comme fonction de θ, la fonction vraisemblance est nulle si θ est inférieur à

la plus grands des valeurs observées, elle vaut 1
θn
sinon. Elle est donc maximale

pour :

θ̂n = max {x1, ..., xn} .

2.6.2 Loi Bernoulli

Soit x1, ..., xn un échantillon observé fixé (∀i ∈ [1;n] , xi ∈ {0; 1}),remarquons que

si X ∼ Ber(p), on a

P(X = xi; p) = pxi(1− p)1−xi .
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On a la fonction de vraisemblance est :

L(x1, ..., xn; p) =
n∏
i=1

P(Xi = xi; p) =
n∏
i=1

pxi(1− p)1−xi = p
∑n

i=1xi(1− p)n−
∑n

i=1xi .

La fonction de log-vraisemblance vaut :

l(x1, ..., xn; p) =
∑n

i=1 (xi) ln (p) + (n−
∑n

i=1xi) ln (p− 1) .

Calculons les dérivées première par rapport à p.

∂ lnL(x1, ..., xn; p)

∂p
=
∑n

i=1 (xi)
1

p
+ (n−

∑n
i=1xi)

1

p− 1
.

Calculons les dérivées seconde par rapport à p.

∂2 lnL(x1, ..., xn; p)

∂p2
= −

∑n
i=1 (xi)

1

p2
− (n−

∑n
i=1xi)

1

(p− 1)2 .

Or ∂ lnL(x1,...,xn;p)
∂p

= 0⇐⇒ p =

∑n
i=1xi

n
et on constate que ∂2 lnL(x1,...,xn;p)

∂p2
< 0.

Donc la fonction de vraisemblance est maximale en p̂ = 1
n

∑n
i=1xi = X.

2.6.3 loi Géométrique

Soit x1, ..., xn un échantillon observé fixé (∀i ∈ [1;n] , xi ∈ N∗),remarquons que si

X ∼ G(p) .
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On a la fonction de vraisemblance est :

L(x1, ..., xn; p) =
n∏
i=1

P (Xi = xi) =
n∏
i=1

p(1− p)xi−1

=

(
p

1− p

)n n∏
i=1

(1− p)xi =

(
p

1− p

)n
(1− p)

∑n
i=1xi .

La fonction de log-vraisemblance vaut :

l(x1, ..., xn; p) = n ln (p)− n ln (1− p) +
∑n

i=1xi ln (1− p) .

Calculons les dérivées première par rapport à p.

∂ lnL(x1, ..., xn; p)

∂p
=
n

p
+

n

1− p −
∑n

i=1xi
1− p .

Calculons les dérivées seconde par rapport à p.

∂2 lnL(x1, ..., xn; p)

∂p2
= − n

p2
+

n

(1− p)2 −
∑n

i=1xi

(p− 1)2

= − n

p2 (1− p)2

(
(1− p)2 + x̄− 1

)
.

Or ∂ lnL(x1,...,xn;p)
∂p

= 0⇐⇒ p = n∑n
i=1xi

et on constate que ∂2 lnL(x1,...,xn;p)
∂p2

< 0.

Donc la fonction de vraisemblance est maximale en p̂ = n∑n
i=1xi

= 1
X̄
.

2.6.4 loi Exponentielle

Soit x1, ..., xn un échantillon observé fixé (∀i ∈ [1;n] , xi > 0),remarquons que si

X ∼ E(λ).
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On a la fonction de vraisemblance est :

L(x1, ..., xn;λ) =
n∏
i=1

f(xi) =
n∏
i=1

λe−λxi = λne−λ
∑n

i=1xi .

La fonction de log-vraisemblance vaut :

l(x1, ..., xn;λ) = n ln (λ)− λ
∑n

i=1xi.

Calculons les dérivées première par rapport à λ.

∂ lnL(x1, ..., xn;λ)

∂λ
=
n

λ
−
∑n

i=1xi.

Calculons les dérivées seconde par rapport à λ.

∂2 lnL(x1, ..., xn;λ)

∂λ2
= − n

λ2
.

Or ∂ lnL(x1,...,xn;λ)
∂λ

= 0⇐⇒ λ = n∑n
i=1xi

et on constate que ∂2 lnL(x1,...,xn;λ)
∂λ2

< 0.

Donc la fonction de vraisemblance est maximale en λ̂ = n∑n
i=1xi

= 1
X̄
.

2.6.5 loi Pareto

Supposons que X1, ..., Xn i.i.d. et (∀i ∈ [1;n] , xi � 1) de densité :

f(x; γ) =
1

γ
x−

1
γ
−1.
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On a la fonction de vraisemblance est :

L(x1, ..., xn; γ) =
n∏
i=1

f(xi) =
n∏
i=1

1

γ
x
− 1
γ
−1

i =
1

γn

n∏
i=1

x
− 1
γ
−1

i .

La fonction de log-vraisemblance vaut :

l(x1, ..., xn; γ) = −n ln (γ)−
(

1

γ
+ 1

)∑n
i=1 ln(xi).

Calculons les dérivées première par rapport à γ.

∂ lnL(x1, ..., xn; γ)

∂γ
= −n

λ
+

1

γ2

∑n
i=1 ln(xi).

Calculons les dérivées seconde par rapport à γ.

∂2 lnL(x1, ..., xn; γ)

∂γ2
= − n

λ2
− 2

γ3

∑n
i=1 ln(xi).

Or ∂ lnL(x1,...,xn;γ)
∂γ

= 0⇐⇒ γ = 1
n

∑n
i=1 ln(xi) et on constate que

∂2 lnL(x1,...,xn;γ)
∂γ2

< 0.

Donc la fonction de vraisemblance est maximale en γ̂ = 1
n

∑n
i=1 ln(xi).

2.7 Quantité d’information de Fisher

La quantité d’information de Fisher est un outil précieux pour évaluer la qualité

d’un estimateur. Elle n’est définie que sous certaines conditions de régularité.

Définition 2.7.1 Pour θ ∈ R, si la loi des observations vérifie les conditions

de régularité, on appelle quantité d’information (de Fisher) sur θ apportée par
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l’échantillon x1, ..., xn, la quantité :

In (θ) = E

[(
∂ lnL(x1, ..., xn; θ)

∂θ

)2
]
.

Remarque 2.7.1 La définition de la quantité d’information ci-dessus est une

définition générale, applicable quelle que soit la nature des variables aléatoires

observées.

In (θ) = V ar

(
∂ lnL(x1, ..., xn; θ)

∂θ

)
= −E

[
∂2 lnL(x1, ..., xn; θ)

∂θ2

]
.

Preuve. L’étant une densité

∫
Rn
L(X; θ) = 1.

En dérivant les deux membres par rapport à θ et on remarquant que :

∂L(X; θ)

∂θ
= L(x1, ..., xn; θ)

∂ lnL(X; θ)

∂θ
.

il vient : ∫
Rn

∂ lnL(X; θ)

∂θ
L(X; θ)dX = 0.

ce qui prouve que la variable ∂ lnL(X;θ)
∂θ

est centrée et que In (θ) = V ar
(
∂ lnL(X;θ)

∂θ

)
.

On dérivans une deuxième fois :

∫
Rn

∂2 lnL(X; θ)

∂θ2
L(X; θ)dX +

∫
Rn

∂ lnL(X; θ)

∂θ

∂L(X; θ)

∂θ
L(X; θ)dX = 0.
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en utilisant à nouveau la remarque sur ∂L(X;θ)
∂θ

, il vient :

∫
Rn

∂2 lnL(X; θ)

∂θ2
L(X; θ)dX +

∫
Rn

(
∂ lnL(X; θ)

∂θ

)2

L(X; θ)dX = 0.

Alors :

E

[(
∂ lnL(x1, ..., xn; θ)

∂θ

)2
]

= −E
[
∂2 lnL(x1, ..., xn; θ)

∂θ2

]
.

Propriété de In (θ) :

La définition de la quantité d’information ci-dessus est une définition générale,

applicable quelle que soit la nature des variables aléatoires observées.

Quand celles-ci sont indépendantes et de même loi, il est facile de voir que

In (θ) = nI1 (θ) .

Preuve. pour des variables aléatoires continues de densité f

In (θ) = V ar

(
∂ lnL(x1, ..., xn; θ)

∂θ

)
= V ar

(
∂

∂θ
ln

n∏
i=1

f (xi; θ)

)
= V ar

(
∂

∂θ
ln
∑n

i=1f (xi; θ)

)
= V ar

(∑n
i=1

∂

∂θ
ln f (xi; θ)

)
=
∑n

i=1V ar

(
∂

∂θ
ln f (xi; θ)

)
= nI1 (θ) .
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Propriété additive :

On dite que l’information de Fisher est additive ,siX et Y deux variables aléatoires

indépendantes dans des modèles paramétriques au paramètre θ commun et de

densité f (x; θ) et g (y; θ) et soient IX (θ) et IY (θ) les quantités d’informations qui

apportées parX et Y respectivement sur θ Soit I(X;Y ) (θ) la quantité d’information

de (X;Y ) :

I(X;Y ) (θ) = IX (θ) + IY (θ) ∀θ ∈ Θ.

Preuve. Soit h(x; y; θ) la densité de (x; y) : h(x; y; θ) = f(x; θ)g(y; θ), alors :

lnh(x; y; θ) = ln f(x; θ) + ln g(y; θ)

∂2 lnh(x; y; θ)

∂θ2
=
∂2 ln f(x; θ)

∂θ2
+
∂2 ln g(y; θ)

∂θ2

I(X;Y ) (θ) = −E
[
∂2

∂θ2
ln (f(x; θ).g(y; θ))

]
= −E

[
∂2

∂θ2
(ln f(x; θ) + ln g(y; θ))

]

Soit par linéarité de l’espérance mathématique

I(X;Y ) (θ) = −E
[
∂2

∂θ2
ln f(x; θ)

]
− E

[
∂2

∂θ2
ln g(y; θ)

]
= IX (θ) + IY (θ) .
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2.7.1 Information de Fisher d’un échantillon

On appelle information de Fisher au point θ la matrice notée In (θ) vérifiant :

In (θ) =


E

[(
∂ ln f(x;θ)

∂θ1

)2
]

... E
[
∂ ln f(x;θ)

∂θ1

∂ ln f(x;θ)
∂θd

]
...

. . .
...

E
[
∂ ln f(x;θ)

∂θ1

∂ ln f(x;θ)
∂θd

]
... E

[(
∂ ln f(x;θ)

∂θd

)2
]

 .

L’information de Fisher est donc une fonction qui à toute valeur du paramètre

inconnu θ ∈ Θ ⊆ Rd associe une matrice de taille d × d. Sous les hypothèses du

modèle régulier,

I (θ) =


−E

[
∂2 ln f(x;θ)

∂2θ1

]
... −E

[
∂2 ln f(x;θ)
∂θ1∂θd

]
...

. . .
...

−E
[
∂2 ln f(x;θ)
∂θ1∂θd

]
... −E

[
∂2 ln f(x;θ)

∂2θd

]
 .

pour tout 1 ≤ i; j ≤ d :

Ii,j (θ) = −E
[
∂2 ln f(x; θ)

∂θi∂θj

]
.

2.7.2 Modèle régulier

Soit (Pθ,Θ) un modèle paramétrique. On note f(x; θ) la densité de Pθ ,et si Θ est

un ouvert .

On dit que le modèle (Pθ,Θ) est régulier, si les quatre hypothèses ci-dessus sont

vérifiées :

(H1) Le support des lois Pθ : ∆ = {x ∈ X ; f(x; θ) > 0} est indépendant de

θ ∈ Θ.
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(H2) La fonction de vraisemblance est deux fois continûment dérivables sur Θ,et

existent pour tous x ∈ ∆.

(H3) On suppose que les fonctions ∂f
∂θ
et ∂2f

∂θ2
sont intégrables pour tout θ ∈ Θ,

et que les dérivées peuvent s’effectuer sous le signe somme. Ainsi pour tout

θ ∈ Θ et A ⊂ X borélien, on a :

∫
X

∂

∂θ
f(x; θ)dx =

∂

∂θ

∫
X
f(x; θ)dx = 0.

et ∫
X

∂2

∂θ2
f(x; θ)dx =

∂2

∂θ2

∫
X
f(x; θ)dx = 0.

(H4) L’information de Fisher In (θ) existe et vérifier :

In (θ) = E

[(
∂ ln f(x; θ)

∂θ

)2
]
> 0, ∀θ ∈ Θ.

2.7.3 Inégalité de Fréchet-Darmois-Cramer-Rao (FDCR)

(a) Si la loi des observations vérifie les conditions de régularité, alors pour tout

estimateur θ̂n de θ, on a :

V ar
(
θ̂n

)
≥ 1

In (θ)

∂E
(
θ̂n

)
∂θ

2

.

(b) Si le support de X ne dépende pas de θ et que l’information de Fisher existe

alors, pour tout estimateur sans biais θ̂n

de θ,c’est-à-dire E
(
θ̂n

)
= θ on obtient I’inégalité de Cramer-Rao s’écrit :

V ar
(
θ̂n

)
≥ 1

In (θ)
.
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(c) Si θ̂n est un estimateur sans biais d’une fonction h(θ) ; donc E
(
θ̂n

)
= h(θ) ;

I’inégalité de Cramer-Rao s’écrit :

V ar
(
θ̂n

)
≥ [h′(θ)]2

In (θ)
.

2.8 Propriétés du maximum de vraisemblance

pour étudier ces propriétés nous allons poser des hypothèses sur la distribution de

la variable d’intérêt X. Ces hypothèses sont qualifiées d’hypothèses de régularité.

Les hypothèses de régularité sont au nombre de trois :

— la fonction ln f (xi; θ) est trois fois différentiable par rapport à θ. Ses dérivées

sont continues et finies pour toute valeur de x et de θ.

— Les espérances des dérivées première et seconde de ln f (xi; θ) par rapport à θ

existent.

— la vraie valeur de θ, notée θ0 , appartient à un ensemble compacte Θ.

Sous ces hypothèses de régularité, on peut montrer que l’estimateur du maximum

de vraisemblance présente de bonnes propriétés :

(h1) convergence :

soit θ ∈ Θ converge presque sûrement vers θ lorsque n tend vers l’infini :

θ̂n
p.s→

n→∞
θ0

(h2) asymptotiquement normal :

Sous les hypothèses de régularité, l’estimateur du maximum de vraisemblance θ̂
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est :
√
n
(
θ̂n − θ0

)
loi→

n→∞
N

(
0,

1

I1 (θ0)

)
.

où θ0 désigne la vraie valeur du paramètre et I(θ0) correspond à la quantité

d’information moyenne de Fisher évaluée au point θ0.

(h3) Invariance du maximum de vraisemblance :

Si θ̂n est l’estimateur du maximum de vraisemblance de θ, alors ϕ
(
θ̂n

)
est

l’EMV de ϕ(θ). De plus, si ϕ est dérivable, on a :

√
n
(
ϕ
(
θ̂n

)
− ϕ(θ)

)
loi→

n→∞
N

(
0,
ϕ′(θ)2

I1 (θ0)

)
.

2.9 Estimation d’unmodèle de régression linéaire

A côté de la méthode des moindres carrés ordinaires (MCO), la méthode du

maximum de vraisemblance/MV (en anglais « Maximum Likelihood method »

ou ML method) permet aussi d’estimer les paramètres d’un modèle de régression,

sous l’hypothèse que la vraie (loi) distribution desdits paramètres est connue(1).Si

le principe pour les MCO est de trouver le paramètre qui minimise la somme des

carrés des erreurs, la méthode du maximum de vraisemblance cherche par contre à

trouver le paramètre à même (ayant une forte probabilité) de reproduire les vraies

valeurs de l’échantillon (celles réellement observées), soit trouver la valeur la plus

vraisemblable du paramètre d’une population partant d’un échantillon donné (lire

Bosonga Bofeki L. JP., 2019, p. 131). Autrement dit, pour reprendre les propos

(de la même veine) chers à Kintambu Mafuku, « la méthode du MV est basée sur

l’idée que si nous nous trouvons en présence des possibles valeurs différentes pour

un paramètre, nous choisirons la valeur avec laquelle le modèle générerait avec
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plus de probabilité l’échantillon observé » (Kintambu Mafuku E.G., 2004, p. 76).

L’on notera aussi que, sous l’hypothèse que les erreurs sont normalement dis-

tribuées, les estimateurs des MCO et ceux du maximum de vraisemblance sont

identiques comme démontré plus bas.

Par ailleurs, il tient de préciser que l’estimateur de maximum de vraisemblance

sert de base à certains tests statistiques, notamment : le test de Wald, celui du

ratio de vraisemblance et celui du multiplicateur de Lagrange.

Dans les lignes qui suivent, nous montrons comment estimer les paramètres d’un

modèle de régression linéaire simple, autant pour un modèle de régression mul-

tiple, par la méthode du maximum de vraisemblance ; ensuite, nous présentons

les trois tests d’hypothèses construits sur base de l’estimateur du maximum de

vraisemblance.[9]

2.9.1 Estimateur du maximum de vraisemblance (ML)

a)Estimateur ML d’un modèle de régression linéaire simple (MRLS) :

Considérons le MRLS suivant :

Yt = a0 + a1Xt + ut.

Yt, linéairement dépendant du terme d’erreur «ut» ,est une variable normalement

distribuée de paramètres (moyenne et variance) :E(Yt) = a0+a1X1 et V (Yt) = σ2
u .

En effet,si «ut v N(0;σ2) −→ E(ut) = 0» ,

alors: E(Yt) = E(a0 + a1Xt + ut) = a0 + a1Xt.

Puisque :Yt −E(Yt) = (a0 + a1Xt + ut)− (a0 + a1Xt) = ut,alors la variance de Yt
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est :V (Yt) = E[Yt − E(Yt)]
2 = E(ut)

2 = σ2
u .

D’ou,la distribution deYt : Yt v [N(a0 + a1Xt);σ
2
u] .

Fonction de densité de probabilité jointe Elle s’écrit :

f(Y1, Y2, ..., Yt|a0 + a1Xt, σ
2
u).Si les «Yt» sont sont indépendantes, cette fonction

peut s’écrire aussi :

f(Y1, Y2, ..., Yt|a0+a1Xt, σ
2
u) = f(Y1|a0+a1Xt, σ

2
u)∗f(Y2|a0+a1Xt, σ

2
u)∗...∗f(Yt|a0+a1Xt, σ

2
u).

(2.1)

Fonction de densité de la loi normale générale En général, cette fonction

se présente comme suit (a0 et a1 sont considérés comme des coeffi cients estimés) :

f(Yt) =
1√

2πσu
exp

[
−1

2
(
Y1 − a0 − a1Xt

σu
)2

]
. (2.2)

Fonction de vraisemblance et fonction log-vraisemblance :

Fonction de vraisemblance : Elle est obtenue lorsqu’on remplace la

fonction de densité de la loi normale (2.2) dans la fonction de densité de probabilité

jointe(2.1) ,en supposant connues les «Y1, Y2, ..., Yt» :

f(Y1, Y2, ..., Yt|a0 + a1Xt, σ
2
u) =

1

(
√

2π)tσtu
exp

[
−1

2

∑
(
Y1 − a0 − a1Xt

σu
)2

]
.

ou encore :

L(a0, a1, σ
2
u) =

1

(
√

2π)tσtu
exp

[
−1

2

∑
(
Y1 − a0 − a1Xt

σu
)2

]
.
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Fonction log-vraisemblance : Lorsqu’on effectue une transformation loga-

rithmique de la fonction de vraisemblance ci-dessus, l’on obtient la fonction dite

log-vraisemblance qui servira de base à l’estimation des paramètres « â0, â1» . La

fonction log-vraisemblance s’écrit :

lnL = ln

(
1

(
√

2π)tσtu

)
+ ln

(
exp

[
−1

2

∑
(
Y1 − a0 − a1Xt

σu
)2

])
.

En effet ln 1 = 0; ln(exp)(a) = ln ea = a; lnx2 = 2 ln x;
√

2π = (2π)
1
2 .

ln

(
1

(
√

2π)tσtu

)
= ln(1)− [ln(

√
2π)t + lnσtu] = −1

2
t ln(2π)− t lnσu.

ln

(
exp

[
−1

2

∑
(
Y1 − a0 − a1Xt

σu
)2

])
= −1

2

∑
(
Y1 − a0 − a1Xt

σu
)2.

lnL = −1

2
t ln(2π)− t lnσu −

1

2

∑
(
Y1 − a0 − a1Xt

σu
)2.

Considérant que : lnσ2
u = 2 ln σu −→ 1

2
lnσ2

u = ln σu, alors l’on peut écrire

(fonction logvraisemblance retenue pour l’estimation des paramètres) :

→ lnL = −1

2
t ln(2π)− t

2
lnσ2

u −
1

2

∑
(
Y1 − a0 − a1Xt

σu
)2. (2.3)

Estimation des paramètres « â0,â1 et σ2
µ» Pour estimer les paramètres

« â0, â1 etσ2
µ» par le maximum de vraisemblance, la démarche va consister à

maximiser la fonction log-vraisemblance ci-dessus (2.3), ce qui revient à annuler

ses dérivées premières par rapport aux arguments « â0, â1 etσ2
µ» comme suit :
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En effet :([G[Y (x)]]n)́ = nGn−1Y (x)́.

∂ lnL

∂a0

= −1

2
∗ 2 ∗

∑
(
Y1 − a0 − a1Xt

σu
)2−1(−1) = −

∑
(
Y1 − a0 − a1Xt

σu
) (−1) = 0

(2.4)
∂ lnL

∂a1

= −1

2
∗2∗
∑

(
Y1 − a0 − a1Xt

σu
)2−1 (−Xt) = −

∑
(
Y1 − a0 − a1Xt

σu
) (−Xt) = 0

(2.5)
∂ lnL

∂σ2
µ

=
∂

∂σ2
µ

(− t
2

lnσ2
u)−

1

2
∗ ∂

∂σ2
µ

(
∑

(
Y1 − a0 − a1Xt

σu
)2) = 0 (2.6)

On a :
∂

∂σ2
µ

(− t
2

lnσ2
u) = − t

2
∗ 1

σ2
µ

= − t

2σ2
µ

(2.7)

Appelons :
∑

(Y1−a0−a1Xt
σu

)2 =
∑

(•)

∂

∂σ2
µ

[
(
∑

(•))2] =
∂

∂σµ

(
∂

∂σµ

[
(
∑

(•))2])

∂

∂σµ

[
(
∑

(•))2] =
∑[

2 ∗
(
Y1 − a0 − a1Xt

σu

)2−1

∗ (−1) (Y1 − a0 − a1Xt) ∗ σ−1−1
µ

]

−→ ∂

∂σµ

[
(
∑

(•))2] =
∑
− 2 ∗

(
Y1 − a0 − a1Xt

σu

)
∗ (Y1 − a0 − a1Xt) ∗ σ−2

µ

∂

∂σµ

(
∂

∂σµ

[
(
∑

(•))2]) =
∑
− 2 ∗ (−2) ∗ (Y1 − a0 − a1Xt)

2

σu ∗ σ3
µ

(2.8)

= 4
∑[

Y1 − a0 − a1Xt

σ2
µ

]2

Remplaçons les expressions (2.8) et (2.7) dans (2.6),l’on a :

∂ lnL

∂σ2
µ

= − t

2σ2
µ

+
1

2

∑(
Y1 − a0 − a1Xt

σ2
µ

)2

= 0 (2.9)
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Si l’on développe cette expression, l’on obtient :

∂ lnL

∂σ2
µ

= − t

2σ2
µ

+
1

2
∗ − 1

σ4
µ

∑
(Y1 − a0 − a1Xt)

2

= −t+
2σ2

µ

2σ4
µ

∑
(Y1 − a0 − a1Xt)

2 = 0

∂ lnL

∂σ2
µ

= −t+
1

σ2
µ

∑
(Y1 − a0 − a1Xt)

2 = 0 (2.10)

Egalisées à zéro, les expressions (2.4), (2.5) et (2.10 ) s’écrivent (avec :â0MV =

estimateur du maximum de vraisemblance de a0) :

∂ lnL

∂a0

= 0 −→
∑

(Y1 − â0MV − â1MVXt) = 0 −→
∑
Y1 = T â0MV + â1MV

∑
Xt

∂ lnL

∂a1

= 0 −→
∑

(Y1 − â0MV − â1MVXt)Xt = 0 −→
∑
Y1 = â0MV

∑
Xt+â1MV

∑
X2
t

∂ lnL

∂σ2
µ

= 0 = −t+ 1

σ2
µMV

∑
(Y1 − â0MV − â1MVXt)

2 = 0 −→ σ2
µMV =

1

T

∑
(Y1 − â0MV − â1MVXt)

2

Les deux premières expressions étant identiques aux équations normales fournies

par les MCO, l’on déduit que les estimateurs MCO des paramètres «a0 et a1» et

les estimateurs du maximum de vraisemblance sont égaux ou les mêmes :

â0MV = â0MCO et â1MV = â1MCO.

Par contre, le développement de la dernière expression donne un estimateur du

maximum de vraisemblance «σ2
µMV » de la variance de l’erreur «σ

2
µ» différent de

l’estimateur MCO :

σ2
µMV =

1

T

∑
(Y1 − â0MV − â1MVXt)

2 = σ2
µMV =

1

T

∑
e2
t 6= σ2

µMCO =
1

(T − 2)

∑
e2
t .

Notons que, l’estimateur MCO de la variance des erreurs étant sans biais, l’esti-
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mateur du maximum de vraisemblance est biaisé, mais il reste convergent. Cette

dernière propriété garantit la minimisation du biais avec l’accroissement de la

taille de l’échantillon.

b) EstimateurML d’unmodèle de régression linéaire multiple (MRLM) :

Forme fonctionnelle d’un MRLM

Un modèle de régression linéaire multiple ou modèle linéaire général, soit une

généralisation de la régression simple au cas multivarié (où on a k variables expli-

catives, avec k > 1), s’écrit :

Yt = a0 + a1Xt + a2X2t + ...+ aiXit + ...+ akXkt + ut. (2.11)

Ou encore (sans constante) :

Yt = a1Xt + a2X2t + ...+ aiXit + ...+ akXkt + ut. (2.12)

Avec : t = 1, ..., T (les observations) ;

Yt = la variable dépendante observée au temps t ;

X1t, ..., Xkt = les k variables explicatives ou « régresseurs » ;

a0 = un paramètre du modèle ou terme constant (constante) ;

a1, ..., ak = les paramètres réels et inconnus du modèle ;

ut =le terme d’erreur.

Sous forme matricielle,la relation (2.11) peut encore s’écrire comme suit :

Y︸︷︷︸
(T,1)

= X︸︷︷︸
(T,k+1)

a︸︷︷︸
(k+1,1)

+ u︸︷︷︸
(T,1)

−→ Y = Xa+ u
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avec :

Y =



Y1

Y2

...

Yt
...

YT


;X =



1 X11 X21 · · · Xk1

1 X12 X22 · · · Xk2

...
...

... · · · ...

1 X1t X2t · · · Xkt

...
...

... · · · ...

1 X1T X2T · · · XkT


; a =



a0

a1

a2

...

ak


;u =



u1

u2

...

ut
...

uT


.

Les «1» sur la première colonne de la matrice X captent les constantes « a0»

dans le modèle.

Par contre, la notation matricielle de la relation sans constante (2.12) est (les

formats de X et a changent) :

Y︸︷︷︸
(T,1)

= X︸︷︷︸
(T,k)

a︸︷︷︸
(k,1)

+ u︸︷︷︸
(T,1)

−→ Y = Xa+ u

Yt ,linéairement dépendant du terme d’erreur «u» (les erreurs sont supposées

indépendantes et normalement distribuées, avec une espérance nulle ou E(u) = 0

et une variance constante «σ2
µ» ), est une variable normalement distribuée de

paramètre (moyenne et variance) :

E(Yt) = a0 + a1Xt + a2X2t + ...+ akXkt = Xa.

V (Yt) = σ2
µ.
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Densité de probabilité de Yt : La densité de probabilité de Yt, connaissant

les paramètres « a et σ2
µ» , est :

f(Yt|a , σ2
u) =

1√
2πσ2

µ

exp

[
− 1

2σ2
µ

∑
(Yt −Xta)2

]
.

Fonction de densité de probabilité jointe ou conjointe de Y1, Y2, ..., Yt :

Connaissant les paramètres « a et σ2
µ» , cette fonction s’écrit :f(Y1, Y2, ..., Yt|a , σ2

u).

Si les «Yt» sont indépendantes, cette fonction peut s’écrire aussi :

f(Y1, Y2, ..., Yt|a , σ2
u) = f(Y1|a , σ2

u)∗f(Y2|a , σ2
u)∗ ...∗f(Yt|a , σ2

u) =
T∏
t=1

f(Yt|a , σ2
u)

→
T∏
t=1

f(Yt|a , σ2
u) =

(
1√

2πσ2
µ

)T

exp

[
− 1

2σ2
µ

∑T
t=1 (Yt −Xta)2

]
(2.13)

=

(
1√

2πσ2
µ

)T

exp

[
− 1

2σ2
µ

(Y −Xa)
′
(Y −Xa)

]
(2.14)

Fonction de vraisemblance et fonction log-vraisemblance :

Fonction de vraisemblance : La fonction de vraisemblance, notée «L» ,

correspond à la relation (2.14) en supposant connus les «Y1, Y2, ..., Yt» et inconnus

les paramètres «a et σ2
µ» (à trouver), ce qui revient à écrire :

L
(
a, σ2

µ

)
= f(a , σ2

u|Y1, Y2, ..., Yt) =

(
1√

2πσ2
µ

)T

exp

[
− 1

2σ2
µ

(Y −Xa)
′
(Y −Xa)

]
.

Fonction log-vraisemblance : La transformation logarithmique de la fonc-

tion de vraisemblance ci-dessus donne la fonction dite «log-vraisemblance» qui

servira de base à l’estimation des paramètres «a» .La fonction log-vraisemblance
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s’écrit :

lnL = ln

( 1√
2πσ2

µ

)T
 ln

(
exp

[
− 1

2σ2
µ

(Y −Xa)
′
(Y −Xa)

])
. (2.15)

En effet :ln (uv) = lnu + ln v; ln exp (a) = ln ea = a; lnx2 = 2 lnx; 1√
2πσ2µ

=(
2πσ2

µ

)−1/2
.

−→ ln

( 1√
2πσ2

µ

)T
 = ln

[(√
2πσ2

µ

)−T
2

]
= −T

2

[
ln π + ln

(
2σ2

µ

)]
= −T

2
lnπ−ln

(
2σ2

µ

)

−→ ln

(
exp

[
− 1

2σ2
µ

(Y −Xa)
′
(Y −Xa)

])
= − 1

2σ2
µ

(Y −Xa)
′
(Y −Xa)

−→ (Y−Xa)
′
(Y−Xa) = Y

′
Y−Y ′Xa−X ′a′Y +X

′
Xa

′
a = Y

′
Y−2X

′
aY−X ′Xa2

Avec :Y
′
Xa = X

′
Y a ; a

′
= a Etant donné ces expressions, la fonction log-

vraisemblance (2.15) se récrit finalement :

L
(
a, σ2

µ

)
= −T

2
lnπ − ln

(
2σ2

µ

)
− 1

2σ2
µ

(Y −Xa)
′
(Y −Xa)

= −T
2

ln π − ln
(
2σ2

µ

)
− 1

2σ2
µ

(
Y
′
Y − 2X

′
aY −X ′Xa2

)
. (2.16)

L’expression (2.16) est celle retenue pour l’estimation des paramètres.

Estimation des paramètres«a et σ2
µ» : Pour estimer les paramètres inconnus

« a et σ2
µ » par la méthode du maximum de vraisemblance, la démarche va

consister à maximiser la fonction log-vraisemblance ci-dessus (2.16), ce qui revient

à annuler ses dérivées premières par rapport aux arguments « a et σ2
µ» comme

suit :
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En effet :([G[Y (x)]]n)́ = nGn−1Y (x)́ ; d
dX

[Xn] = nXn−1

∂ lnL

∂a
= − 1

2σ2
µ

(
Y
′
Y − 2X

′
aY −X ′Xa2

)
= 0 (2.17)

∂ lnL

∂σ2
µ

=
∂

∂σ2
µ

(
−T

2
ln
(
2σ2

µ

))
+

∂

∂σ2
µ

[
− 1

2σ2
µ

(
Y
′
Y − 2X

′
aY −X ′Xa2

)]
= 0

(2.18)

−→ ∂

∂σ2
µ

(
−T

2
ln
(
2σ2

µ

))
= − T

2σ2
µ

.

−→ ∂

∂σ2
µ

[
−1

2

(
σ2
µ

)−1
(Y −Xa)

′
(Y −Xa)

]
= −1

2
∗ (−1) ∗

(
σ2
µ

)−1−1
(Y −Xa)

′
(Y −Xa)

=
1

2σ4
µ

(Y −Xa)
′
(Y −Xa) =

e
′
e

2σ4
µ

.

Considérant ces expressions, (2.18) s’écrit :

∂ lnL

∂σ2
µ

= − T

2σ2
µ

+
1

2σ4
µ

(Y −Xa)
′
(Y −Xa)

= − T

2σ2
µ

+
e
′
e

2σ4
µ

=
Tσ2

µ + e
′
e

2σ4
µ

= 0 (2.19)

Les expressions (2.17) (2.19) mises ensemble forment un système de «k + 1»

équations dont la solution donne l’estimateur du maximum de vraisemblance des

coeffi cients « âMV » et celui de la variance de l’erreur « σ̂2
µMV » , soit respective-

ment :

âMV =
(
X
′
X
)−1

X
′
Y. (2.20)

σ̂2
µMV =

e
′
e

T
. (2.21)

Au regard des résultats obtenus, soient les expressions (2.20) (2.21) , l’on note ce

qui suit :
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— L’estimateur MCO des paramètres « a » et l’estimateur du maximum de vrai-

semblance sont égaux :âMV = âMCO.

— Par contre, l’estimateur du maximum de vraisemblance « σ̂2
µMV » de la variance

de l’erreur « σ2
µ» , étant biaisé, est différent de l’estimateur MCO, car (avec:

K = k − 1ou K = k + 1) :

E
(
σ̂2
µMV

)
=

1

T
E
(∑T

t=1e
2

t

)
6= E

(
σ̂2
µMCO

)
=

1

(T − k − 1)
E
(∑T

t=1e
2

t

)
=

1

(T −K)
(T −K)σ2

µ = σ2
µ.

En effet :

E
(∑T

t=1e
2

t

)
= (T −K)σ2

µ −→ E
(
σ̂2
µMV

)
=

1

T
∗(T −K)σ2

µ =

(
T −K
T

)
σ2
µ = σ2

µ−
K

T
σ2
µ.

On constate que, l’estimateur MCO de la variance des erreurs étant sans biais,

l’estimateur du maximum de vraisemblance de la variance des erreurs est biaisé

vers le bas (en moyenne, il sous-estime la valeur réelle de σ2
µ), mais il reste

convergent. Cette dernière propriété garantit la minimisation du biais avec l’ac-

croissement de la taille de l’échantillon ; c’est-à-dire que, asymptotiquement (si T

croit indéfiniment),σ̂2
µMV est aussi non biaisé :

lim
T−→∞

E
(
σ̂2
µMV

)
= σ2

µ ou ↑ T −→ σ̂2
µMV ' σ̂2

µMCO.
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2.10 Estimation des parametres de la loi géné-

ralisée des valeurs extrêmes

2.10.1 Loi GEV avec k = 0 (EVl, loi Gumbel) :

Soient n variables aléatoires X1, X2, ..., Xn indépendantes de fonction de densité

de probabilité

f (x) =
1

α
exp

[
−(x− u)

α
− exp

(
−(x− u)

α

)]
, si k = 0. (2.22)

La vraisemblance logarithmique de l’échantillon x1, x2..., xn, une réalisation de

X1, X2, ..., Xn , est donnée par :

lnL(α, u) = −n ln (α)−
∑n

i=1

(xi − u)

α
−
∑n

i=1 exp

[
−(xi − u)

α

]
. (2.23)

En prenant la dérivée de lnL(α, u) par rapport à a et u , on obtient le système

d’équations qui permet de maximiser cette fonction

n−
∑n

i=1

(xi − u)

α
+
∑n

i=1

(xi − u)

α
exp

[
−(xi − u)

α

]
= 0. (2.24)

− n−
∑n

i=1 exp

[
−(xi − u)

α

]
= 0. (2.25)

On peut toutefois simplifier ce système en écrivant l’équation ( 2.25) sous la forme :

u = −α ln

{
1

n

∑n
i=1 exp

[
−xi
α

]}
. (2.26)

47



Chapitre 2. Estimation par maximum des vrais semblence

et en remplaçant u dans (2.24 par (2.26) on obtient :

α = x̄−
{∑n

i=1xi exp
[
−xi
α

]}{∑n
i=1 exp

[
−xi
α

]}−1

. (2.27)

Les équations (2.26) et (2.27) sont équivalentes au système (2.24) et (2.25). On

peut ainsi, pour un échantillon donné X1, X2 , ..., Xn,déterminer α̂ par (2.27) et

ensuite connaissant α̂ en déduire û par(2.26).

Pour résoudre (2.27),on doite mployer une méthode itérative commme celle de

Newton-Raphson.

Toute fois, Phien (1987) souligne que la méthode numérique proposée par Clarke

(1973) converge plus rapidement. Cette méthode est expliquée en détail dans

Phien (1987) et est utilisée dans le logiciel AJUSTE.

Les estimateurs du maximum de vraisemblance sont asymptotiquement non-biaisés.

Par contre, pour une taille d’échantillon finie, ils sont généralement biaisés. En

particulier, les estimateurs û et α̂ obtenus dans le cas de la loi EVI possèdent

un biais (Lowery et Nash, 1970). Une bonne correction réduisant ce biais a été

proposée par Fiorentio et Gabriele (1984), et les estimateurs corrigés résultants

sont donnés par :[14]

α̂ =
n

n− 0.8
α.

et

u∗ = α∗ ln

{
n
(∑n

i=1 exp
[
− xi
α∗

])−1
}
− 0.7

n
α∗.

Cette correction, qui permet de réduire significativement le biais, a été introduite

dans le logiciel AJUSTE.

Les variances et la covariance asymptotiques des estimateurs du maximum de vrai-

semblance sont obtenues en inversant la matrice d’information de Fisher définie à
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l’annexe B.

Nous obtenons pour la loi Gumbel (voir Phien, 1987) des expressions explicites

des variances et de la covariance de û et α̂. Elles sont données par :

V ar (α̂) = 0.608
α2

n
.

V ar (û) = 1.109
α2

n
.

Cov (û, α̂) = 0.257
α2

n
.

De ces trois expressions, on déduit aisément les variances et covariances asymp-

totiques des estimateurs corrigés (Phien, 1987) :

V ar (α∗) =

[
n

n− 0.8

]2

V ar (α̂) .

V ar (u∗) =

(
α2

n

)[
1.109− 0.360

n− 0.8
+

0.298

n2

]
.

et

Cov (u∗, α∗) =

(
α2

n

)[
0.257n

n− 0.8
− 0.426

n

]
.

Remarque 2.10.1 Remarquons que comme on peut s’y attendre, pour de grandes

valeurs de n, les variances et la covariance de u∗ et a∗ sont équivalentes à celles

de û et α̂.
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2.10.2 Loi GEV avec k 6= 0 (EV2 et EV3) :

Soient n variables aléatoires X1, X2, ..., Xn indépendantes dont la fonction de den-

sité de probabilité est donnée par :

f (x) =
1

α

[
1− k

α
(x− u)

] 1
k
−1

exp

[
−
(

1− k

α
(x− u)

) 1
k

]
, si k 6= 0. (2.28)

et une réalisation x1, x2..., xn de ces variables. Si l’on considère la variable auxi-

liaire :

y (x) = −1

k
ln

[
1− k

α
(x− u)

]
.

ce qui est équivalent à :

1− k

α
(x− u) = e−ky(x).

la relation (2.28) devient :

f (x) =
1

α

(
e−ky(x)

) 1
k
−1

exp
[
−
(
e−ky(x)

) 1
k

]
.

ce qui s’écrite encore :

f (x) =
1

α
e(k−1)y(x) exp

(
−e−y(x)

)
.

Le logarithme de la fonction de vraisemblance est alors :

lnL(x;u, α, k) = −n ln (α)− (1− k)
∑n

i=1y (xi)−
∑n

i=1 exp e−y(xi).

Les estimateurs du maximum de vraisemblance sont obtenus en maximisant cette

fonction, c’est-à-dire en annulant simultanément les trois dérivées partielles de
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lnL par rapport aux 3 paramètres. Selon la notation de Jenkinson (1969), on

peut montrer que le système d’équation à résoudre est :

− ∂ lnL(x;u, α, k)

∂u
=
Q

α
. (2.29)

− ∂ lnL(x;u, α, k)

∂α
=

1

α

P +Q

k
. (2.30)

− ∂ lnL(x;u, α, k)

∂k
=

1

k

(
R− P +Q

k

)
. (2.31)

Où

P = n−
∑n

i=1 exp e−y(xi). (2.32)

Q =
∑n

i=1 exp e−y(xi)+ky(xi) − (1− k)
∑n

i=1e
−y(xi). (2.33)

R = n−
∑n

i=1y (xi) +
∑n

i=1y (xi) e
−y(xi). (2.34)

Ce système d’équations ne peut être résolu explicitement. C’est pourquoi nous

devons utiliser une méthode itérative pour trouver la solution.

Supposons que l’estimateur du maximum de vraisemblance du vecteur θ = (u, α, k)T

soit θ̂ = (û, α̂, k̂)T , et que θ(j) est la solution du système obtenue à la jième itéra-

tion. Les éléments du vecteur

−∆ lnL
(
θ(j)
)

=

(
−∂ lnL(u, α, k)

∂u
,−∂ lnL(u, α, k)

∂α
,−∂ lnL(u, α, k)

∂k

)T
.

à la jième itération peuvent être développés en séries de Taylor autour de α̂ (voir

NERe, 1975).
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On obtient, en ne retenant que les trois premiers termes (dérivées secondes), la

formule itérative qui s’exprime sous forme matricielle de la façon suivante :

θ(j+1) = θ(j) + V (θ̂)−1∆ lnL
(
θ(j)
)
.

où ∆ lnL
(
θ(j)
)
est le vecteur des dérivées premières évaluées en θ(j) et V (θ̂) est

la matrice suivante :

V (θ̂) =


−∂2 lnL

∂u2
−∂2 lnL

∂u∂α
−∂2 lnL

∂u∂k

−∂2 lnL
∂α∂u

−∂2 lnL
∂α2

−∂2 lnL
∂α∂k

−∂2 lnL
∂k∂u

−∂2 lnL
∂k∂α

−∂2 lnL
∂k2

 .

dont les éléments sont les dérivées secondes de la fonction de vraisemblance lo-

garithmique affectées du signe moins et évaluées en θ̂ Puisque l’estimateur du

maximum de vraisemblance θ̂ n’est pas connu, une approximation de cette ma-

trice est nécessaire pour appliquer la procédure itérative.

Jenkinson (1969) propose d’approximer la matrice V (θ̂) par la matrice d’infor-

mation de Fisher If
(
θ(j)
)
dont les élément, les espérances mathématiques des

dérivées secondes de la fonction de vraisemblance logarithmique affectées du signe

moins, sont évaluées en θ(j).

Toutefois, Perscott et Walden (1983) mentionnent que la convergence vers θ est

plus rapide en utilisant V
(
θ(j)
)
plutôt que If

(
θ(j)
)
.

Les éléments de V sont calculées à partir des équations (2.29) à (2.34) et ils sont

donnés explicitement dans Prescott et Walden (1983). Hosking (1985) donne un

programme FORTRAN qui permet l’application de la procédure itérative présen-

tée plus haut. Le logiciel AJUSTE utilise ce programme presque intégralement.[14]

Les variances et covariances asymptotiques des estimateurs du maximum de vrai-
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semblance sont obtenues en inversant la matrice d’information de Fisher If (voir

annexe B).

En utilisant la notation de Jenkinson (1969) la matrice I−1
f s’écrit :

I−1
f =


V ar (û) Cov (û, α̂) Cov

(
û, k̂
)

Cov (û, α̂) V ar (α̂) Cov
(
α̂, k̂

)
Cov

(
û, k̂
)

Cov
(
α̂, k̂

)
V ar

(
k̂
)
 =

1

n


α2b α2h αf

α2h α2a αg

αf αg c

 .

où les valeurs de a, b, c, j, g et h ne dépendent que de k et ont été tabulées (Jenkin-

son, 1969) pour un certain nombre de valeurs de ce paramètre. Une interpolation

est donc nécessaire en général.

Pour éviter cela, il est préférable d’évaluer exactement les termes de la matrice

If laquelle est finalement inversée pour obtenir les variances et covariances des

estimateurs.

Prescott et Walden (1980) donnent les expressions théoriques des éléments de If

en termes de fonctions gamma (Γ) et digamma (Ψ). Nous reproduisons ici les

équations fournies par ces auteurs :

E

[
−∂

2 lnL

∂u2

]
=

n

α2
p.

E

[
−∂

2 lnL

∂α2

]
=

n

α2k2
[1− 2Γ (2− k) + p] .

E

[
−∂

2 lnL

∂k2

]
=

n

k2

[
π2

6
−
(

1− C − 1

k

)2

+
2q

k
+

p

k2

]
.

E

[
−∂

2 lnL

∂u∂α

]
=

n

α2k
[p− Γ (2− k)] .

E

[
−∂

2 lnL

∂u∂k

]
= − n

αk

(
q +

p

k

)
.
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E

[
−∂

2 lnL

∂α∂k

]
=

n

α2k2

{
1− C − [1− Γ (2− k)]

k
− q − p

k

}
.

où C est la constante d’Euler(0.5772),

p = (1− k)2 Γ (1− 2k) .

q = Γ (2− k)

[
Ψ (1− k)− (1− k)

k

]
.

2.11 Estimation par la méthode des moments

La méthode des moments consiste à estimer les paramètres inconnus en utilisant

les moments d’ordre d , et les moments théoriques E (X) , E (X2) , ..., E
(
Xd
)
en

fonction des paramètres, par la suite, nous noterons, pour simplifier :

md = E
(
Xd
)
. 1 ≤ d ≤ p

et le moments empiriques :

m̂d =
1

n

∑n
i=1X

d
i .

Il s’agit de résoudre le système d’équations en égalant les moments théoriques aux

moments empiriques en fonctions des paramètres inconnues. La solution des équa-

tions si elle existe et est unique, sera appelée estimateur obtenu par la méthode

des moments.

Le principe général de la méthode des moments est le suivant :

supposons qu’il existe un entier non nul k et une fonction h : R→ R connue telle
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que le paramètre θ que l’on souhaite estimer vérifie

θ = h
[
E
(
Xd
)]
.

Au plan pratique, on exprime lesmd en fonction des moments de X des paramètre

θ : 

E (X1) = m1 = g1 (θ1, θ2, ..., θp)

E (X2) = m2 = g2 (θ1, θ2, ..., θp)

.

.

.

E
(
Xd
)

= md = gp (θ1, θ2, ..., θp)

⇐⇒



θ1 = h1 (m1,m2, ...mp)

θ2 = h2 (m1,m2, ...mp)

.

.

.

θp = hp (m1,m2, ...mp)

On remplaçant les valeurs théoriques md par les moments empiriques m̂d , on

obtient l’estimateur des moments est l’estimateur

θ̂1 = h1 (m̂1, m̂2, ...m̂p)

θ̂2 = h1 (m̂1, m̂2, ...m̂p)

.

.

.

θ̂p = h1 (m̂1, m̂2, ...m̂p)

2.11.1 Application (simulation)

Exemple 2.11.1 loi de béta

Une variable aléatoire réelle X , prenant ses valeurs dans l’intervalle [0, 1], notée
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Chapitre 2. Estimation par maximum des vrais semblence

B (α, β), de paramètres positifs α et β

B (α, β) =
∫ 1

0
x(α−1) (1− x)(β−1) dx = B (β, α) .

Elle est reliée à la fonction gamma par la relation :

B (α, β) =
Γ (α) Γ (β)

Γ (α + β)
.

X suit une loi béta de paramètre α et β , telles que

E [X] =
α

α + β
.

V ar [X] =
αβ

(α + β)2 (α + β + 1)
.

Donc on peut exprimer les deux paramètres α et β en fonction de l’esperance et

la variance : E [X] = α
α+β

V ar [X] = αβ

(α+β)2(α+β+1)

=⇒

 α = E [X]
(
E[X](1−E[X])

V ar[X]
− 1
)

β = (1− E [X])
(
E[X](1−E[X])

V ar[X]
− 1
)

Et les estimateurs par la méthode des moments sont :


α̂ = X̄

(
X̄(1−X̄)

S2
− 1

)
β̂ =

(
1− X̄

)((1−X̄)(1−X̄)
S2

− 1

)
avec : X̄ =

1

n

∑n
i=1xi

S2 =
1

n

∑n
i=1

(
xi − X̄

)2
.
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Chapitre 2. Estimation par maximum des vrais semblence

Application numérique

On génère un échantillon de taille n = 1000 suit la loi beta de paramètre α = 2 et

β = 4 respectivement, on appliquant la méthode du maximum de vraisemblance

et la méthode des moments pour calculer l’estimateur de α et β, on calcule le biais

et l’erreur quadratique moyenne. Pour cela on prend m = 50.

Le but de cette application est de comparer entre deux méthodes d’estimation

ponctuelle la méthode du maximum de vraisemblance et la méthode des moment.[1]

La méthode du moment La méthode du maximum de vraisemblance

EMM biais EQM EMV biais EQM

2.0661 0.0661 0.0392 2.0607 0.0342 0.1121

4.0164 0.0102 0.1102 4.0086 -0.0199 0.0545

Tab. 2.1 —Comparaison entre l’EMV et l’EMM de la loi béta

Exemple 2.11.2 loi exponentielle

la loi exponentielle de paramètre λ, l’espérance empirique et la variance empirique

sont :  E [X] = 1
λ

V ar [X] = 1
λ2

La méthode des moments consiste à trouver λ̂MM l’estimateur de paramètre

λ,donc l’estimateur par la méthode des moments est :

λ̂MM =
1

X̄
.
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Chapitre 2. Estimation par maximum des vrais semblence

Application numérique

On génère un échantillon de taille n = 1000 suit la loi exponentielle de paramètre

λ = 2, on appliquant la méthode du maximum de vraisemblance et la méthode

des moments pour calculer l’estimateur de λ, et le biais et l’erreur quadratique

moyenne. Pour cela on prend m = 50

Le but de cette application est de comparer entre deux méthodes d’estimation

ponctuelle la méthode du maximum de vraisemblance et la méthode des moments.[1]

La méthode du moment La méthode du maximum de vraisemblance

EMM biais EQM EMV biais EQM

2.0191 0.0191 0.0004 2.0191 -0.0031 0.0051

Tab. 2.2 —Comparaison entre l’EMV et l’EMM de la loi exponentielle

Conclusion : On peut conclure que la méthode du maximum de vraisemblance

est meilleur que celle des moments.
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Conclusion

En statistique, l’estimateur du maximum de vraisemblance est un estimateur

statistique utilisé pour inférer les paramètres de la loi de probabilité d’un échan-

tillon donné en recherchent les valeurs des paramètres maximisant la fonction de

vraisemblance.

On cherche à trouver le maximum de cette vraisemblance pour que les probabilités

des réalisations observées soient aussi maximum ceci est un problème d’optimisa-

tion. On utilise généralement le fait que si L (la vraisemblance de θ) est dérivable

( ce qui n’est toujours le cas) et si L admet un maximum global en une valeur

θ̂ = θ et que la dérivée seconde est strictement négative en θ̂ = θ, alors θ̂ = θ est

un maximum local de L(x1, ..., xn; θ).Il est alors nécessaire de vérifier qu’il s’agit

bien d’un maximum global.

La vraisemblance étant positive et le logarithme népérien une fonction croissante,

il est équivalent et souvent plus simple de maximum le logarithme népérien de

vraisemblance (le produit se transforme en somme, ce qui est plus simple à déri-

ver).

Dans ce mémoire, nous avons essayé d’exposer cette méthode d’où on a défini

la fonction de vraisemblance, la fonction de log vraisemblance et l’estimateur du

maximum de vraisemblance qui est bien un estimateur asymptotiquement sans

biais, fortement consiste, asymptotiquement effi cace et asymptotiquement nor-
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Conclusion

male c’est donc un estimateur performant.

De plus, on a aussi applique cette méthode sur quelques lois de probabilités et

estimé leurs paramètres.
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في هذه المذ�رة، نقدم طر�قة تقدیر، وهي قابلة للتطبی� على نطاق أوسع ��ثیر من التقن�ات  

ألا وهي طر�قة الاحتمال  ,سا�قًا، ولكنها تتطلب أ�ضًا فرض�ات قو�ة إلى حد ما المستخدمة

  .الأقصى

 .حیث قمنا �شرح هذه الأخیرة و  تعرضنا إلى  خصائص المقدر مع  �عض الأمثلة      

    In this brief we introduce a method of estimation, which is much more widely 

applicable than the techniques used previously, but which also requires rather 

strong assumptions. 

This is the estimation by the method of the maximum of true semblance. 

We have explained the principle of the latter as well as the properties of its estimator 

is some examples of application 

     Dans ce mémoire nous introduisons une méthode d’estimation, qui est 

beaucoup plus largement applicable que les techniques utilisées précédemment, 

mais qui nécessite également d’assez fortes hypothèses. 

    Il s’agit de l’estimation par la méthode du maximum de vrais semblance, ou ML. 

On a exposé le principe de cette dernière ainsi que les propretés de son estimateur 

est quelques exemples d’application 

 ملــــــــخــــص
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